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1. Informacje ogélne

Praca wykonana zostatla w Instytucie Techniki Cieplnej na Wydziale Mechanicznym
Energetyki i Lotnictwa, Politechniki Warszawskiej pod kierunkiem promotora dra hab.
inz. Wojciecha Bujalskiego, prof. uczelni oraz promotora pomocniczego dra inz. Konrada
Wojdana.

Recenzj¢ opracowano w oparciu o pismo Przewodniczacego Rady Naukowej Dyscypliny
Inzynieria Srodowiska, Gérnictwo i Energetyka Politechniki Warszawskiej, prof. dr. hab.
inz. Tomasza Wisniewskiego z dnia 24 pazdziernika 2023 w sprawie powolania na
recenzenta.

Prace doktorskg przedstawiono na 103 stronach, zawiera ona pie¢ rozdzialow, ktdre
poprzedza Streszczenie w jezyku polskim i angielskim, Spis tresci, konczy natomiast
Dodatek A: Wkiad osob trzecich oraz Bibliografia. Dysertacja zawiera 52 pozycje
rysunkdow, 2 pozycje tabel oraz wykaz literatury - 46 pozycji.

2. Omowienie tresci pracy

W rozdziale 1 zatytulowanym Wprowadzenie (6 stron) Doktorant omawia znaczenie
prognozowania zapotrzebowania na energi¢ oraz rosngcg popularno$é systemoéw
prognostycznych opartych na algorytmach Uczenia Maszynowego (UM) w dziedzinie
energetyki. Podkresla, ze dokladne prognozy sg kluczowe dla podejmowania
optymalnych decyzji przez operatoréw sieci energetycznych, elektrownie, uczestnikéw

rynku energii, az po ostatecznych odbiorcéw. Systemy oparte na UM sg wykorzystywane
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do prognozowania zapotrzebowania na rézne rodzaje energii oraz do utrzymania
predykcyjnego maszyn i urzadzen energetycznych, a takze do optymalizacji reakcji
strony popytowej. Jednakze rosnaca zlozonos¢ algorytmow UM powoduje trudnosci w
interpretacji ich predykcji. Zwigksza si¢ takze zainteresowanie interpretowalnoscia
modeli UM, czyli ich zdolnoscig do wyjasniania przyczyn podjetych decyzji. Wyzsza
interpretowalnos¢ ulatwia zrozumienie, dlaczego model dokonal konkretnej predykcji w
danych warunkach.

W dalszej czgsci rozdzialu Doktorant opisuje problem zrozumienia decyzji
podejmowanych przez modele uczenia maszynowego, zwlaszcza tzw. "czarnych
skrzynek". Jak stwierdza, w przypadku takich modeli trudno jest oceni¢, czy wyuczona
przez nie zalezno$¢ pomigdzy zmiennymi wejSciowymi a docelowymi odpowiada
rzeczywistym fizycznym zalezno$ciom. Ekstremalnym przykladem danych, ktére moga
doprowadzi¢ do wyuczenia niewlasciwych zaleznosci jest pokazana na rysunku 1
korelacja pomigdzy liczbg utonig¢ w basenach a energia wygenerowana przez
elektrownie jadrowe w Stanach Zjednoczonych w latach 2000-2009.

Autor pokazuje w dalszej cze$ci dysertacji, ze nawet drobne bledy w danych
treningowych mogg prowadzi¢ do btednych predykcji na nowych danych. Doktorant
podkresla potrzebe otwierania tych "czarnych skrzynek", czyli wyjasniania decyzji
podejmowanych przez modele oraz monitorowania ich w warunkach produkcyjnych.
Stwierdza takze, ze brakuje narzedzi do efektywnego monitorowania modeli, co moze
prowadzi¢ do utrzymania modeli, ktére stopniowo tracg na jako$ci. Autor proponuje
zbadanie tych probleméw na przykladzie istniejgcego modelu prognozujgcego
zapotrzebowanie na ciepto.

W rozdziale 1.1 pt. Teza pracy sprecyzowano bardzo szczegétowo cel i zakres dysertacji.
W podrozdziale 1.3 pt. Aktualny stan wiedzy i wklad autora podjeta zostata dyskusja na
temat analizowanych modeli i udziatu Doktoranta w rozwijanie tych modeli.

W pierwsze] czgsci rozdziatu skupiono si¢ na Analizie narzedzi XAI dla modeli
prognozujgcych zapotrzebowanie na energig. Autor opisuje zastosowanie réznych metod
wyjasnialnej sztucznej inteligencji (XAI) do analizy modeli prognozujacych
zapotrzebowanie na energie, w tym na przykltadzie modelu prognozujacego
zapotrzebowanie na ciepto w Warszawskiej Sieci Cieplowniczej (WSC). Metody takie
jak Permutation Importance (PI), Local Interpretable Model-Agnostic Explanations
(LIME), Partial Dependence (PD) i Shapley Additive Explanations (SHAP) sa

wykorzystywane do zrozumienia istotnos$ci zmiennych oraz mechanizmu decyzyjnego
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modelu. Autor podkresla, ze choé te metody sg juz stosunkowo rozwinigte teoretycznie,
w praktyce nadal prowadzi si¢ badania nad ich skutecznoscig i przydatnoscig. Sugeruje
potrzebe dalszych badan w obszarze inteligentnych sieci i odnawialnych Zrédet energii
oraz weryfikacji tych metod na rzeczywistych danych i modelach. Badania nad
zastosowaniem XAl w prognozowaniu zapotrzebowania na energi¢ sa istotne dla
poprawy jakosci predykcji oraz zrozumienia mechanizmu dzialania modeli w tej
dziedzinie.

Dalej opisana jest Weryfikacja modelu SSN prognozujgcego zapotrzebowanie w WSC i
stworzenie zestawu wskazowek dotyczqcych analizowania modeli prognozujgcych
zapotrzebowanie na energie. Jak relacjonuje Doktorant, autorzy artykutu [31] opisuja
implementacje Sztucznej Sieci Neuronowej (SSN) do prognozowania zapotrzebowania
na energi¢ elektryczng w norweskiej sieci elektroenergetycznej. W swoim badaniu
uzywajg metody SHAP do zbadania wplywu nowej zmiennej informujgcej, czy dany
dzien jest $wigtem, na warto$¢ predykcji oraz na jako$¢ modelu. Wedtug Doktoranta
autorzy podkreslaja brak analizy algorytmdéw sztucznej inteligencji przy uzyciu metod
XAI w obszarze prognozowania zapotrzebowania na energi¢, pomimo licznych badan i
implementacji tych algorytméw. Gtéwny autor artykutu, opublikowat rowniez inng prace
[32], w ktdrej uzyt metody SHAP w bardziej zaawansowany sposdéb do okreslenia
istotnosci cech wejsciowych, ich selekcji oraz do wyjasnienia wybranych predykc;ji.
Doktorant podsumowuje wklad autora w rozwdj wiedzy zwigzany z celem nr 2
nastepujaco:

e przedstawienie zaawansowanego sposobu manipulowania wynikami jednej z
metod XAl dla pokazywania usrednionego wplywu poszczegolnych zmiennych
surowych (np. temperatura zewngtrzna) i grup zmiennych (pogoda) na predykcje
w wybranych okresach (1j. zima, lato, okres przejsciowy).

e analiza wplywu interakcji pomigdzy zmiennymi wejsciowymi na interpretacje
wyjasnien generowanych przez metode SHAP dla tych zmiennych.

e stworzenie spdjnego procesu analizowania modeli zapotrzebowania na energig
o strukturze podobnej do modelu [1] — od badan ogdlnych, do szczegétowych,
wraz z konfrontacjq wynikow otrzymanych za pomocq wybranej metody XAI z
oczekiwaniami wynikajgcymi z praw fizyki.

Ciag dalszy dotyczy Badania dryfu danych na modelu prognostycznym WSC.
Teoretycznej i praktycznej analizy sposobow wykrywania dryfu, okreslania jego rodzaju,
szacowania wielkoSci dryfu oraz wplywu dryfu na dokladnosé¢ predykcji modelu.
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Jak opisuje Doktorant, dryf danych to zmiana w rozkladach prawdopodobierstwa
zmiennych wejsciowych w modelach uczenia maszynowego. Testy dla dwdch prob
pozwalaja na ocen¢ podobienstwa rozktadow dwdch zmiennych losowych, co jest
kluczowe do wykrywania dryfu. Istnieje wiele metod oceny zmiany rozktadéw, takich
jak testy statystyczne, dywergencje i dystanse statystyczne, jednak kazda z nich ma swoje
ograniczenia. Wyzwaniem jest okreslenie wptywu dryfu na jako$¢ predykeji modelu,
poniewaz zmiana w rozkladzie zmiennej wejsciowej nie zawsze prowadzi do pogorszenia
jakosci predykcji. Istniejg prace proponujace sposoby korekty predykcji modelu w
przypadku dryfu danych, ale brakuje teoretycznego okreslenia wptywu dryfu na jakosé
predykcji.
Wklad autora w progres wiedzy w zwigzku z celem nr 3. zostal podsumowany
nastepujaco:

e [feoretyczne okreSlenie absolutnej miary dryfu jednej zmiennej,

e wyznaczenie teoretycznego wplywu dryfu danych na rozktad zmiennej celu oraz

na jakos¢ predykcji modelu,
e zaproponowanie praktycznej metody szacowania wplywu dryfu zmiennych na
Jjakos¢ predykcji modelu (szacowanie blgdu) i weryfikacja na modelu [1].

Rozdziat 2 pt. Opis badanego modelu przedstawiono na 4 stronach dysertacji. W
podrozdziale 2.1 pt. Powstanie modelu Doktorant analizuje model, ktéry zostal
opracowany i dedykowany Warszawskiej Sieci Cieptowniczej (WSC) w ramach Systemu
Wspomagania Decyzji (SWD). Projekt SWD byt czescig wigkszego przedsiewzigcia
realizowanego przez Veolia Energia Warszawa pod nazwa Inteligentna Sie¢
Cieptownicza, majacego na celu minimalizacje strat ciepta i ubytku wody sieciowe;.
Dzigki modernizacji aparatury kontrolno-pomiarowej oraz wdrozeniu inteligentnych
systemow informatycznych, w tym SWD, osiggni¢to zamierzone cele. SWD sklada si¢
glownie z modelu prognostycznego i optymalizatora.
Nastepnie w podrozdziale 2.2 pt. Architektura modelu Doktorant przywotuje prace [1], w
ktorej zaprezentowano i zastosowano rdéznorodne algorytmy do prognozowania, w tym
regresj¢ liniowa, regresje grzbietowg oraz Sztuczne Sieci Neuronowe (SSN) o réznych
architekturach. Modele obejmowaly takze sezonowe warianty, takie jak modele letnie i
zimowe oraz modele rozmyte, wykorzystywane w sezonie przejsciowym. W przypadku
krotkiego horyzontu predykcji (24h) najlepsze wyniki uzyskano dzigki modelowi
autoregresyjnemu SSN, natomiast dla dtuzszych horyzontéw (>24h) lepsze efekty

przyniést model SSN z warstwa skierowang (feedforward). W niniejszej pracy skupiono

4

e



si¢ na analizie tego drugiego modelu SSN, ktory jest perceptronem wielowarstwowym
(MLP) o warstwach wejsciowe], ukrytych i wyjSciowej. Warstwy ukryte, w pelni
polaczone, zawieraly odpowiednio 400, 450 i 400 neuronéw z funkcjg aktywacji ReLU,
warstwa wyjsciowa miala 1 neuron z liniowg funkcjg aktywacji. Calkowita liczba
trenowanych parametréw wynosita 423 451.

Podrozdziat 2.3 pt. Dane i zmienne wejsciowe opisuje zastosowany model zbudowany na
bazie historycznych danych dotyczacych konsumpcji ciepta oraz danych
meteorologicznych, ktére sg dostegpne od czerwca 2015 roku. Dane te zostaly
wykorzystane do ponownego treningu modelu o okreSlonej architekturze na
zaktualizowanych danych, obejmujacych okres do marca 2021 roku. Zapotrzebowanie na
ciepto dla roku 2019 zostalo przedstawione na rysunku 2 w procentach maksymalnego
zapotrzebowania zarejestrowanego w badanym okresie, uwzgledniajac wplyw
temperatury zewngtrznej. Model wykorzystuje szereg danych meteorologicznych, w tym
temperature, predkos¢ i kierunek wiatru, wilgotno$¢, nastonecznienie i zachmurzenie,
usrednione dla obszaru calej sieci cieptowniczej (rysunek 3). Podczas trenowania i
ewaluacji modelu wykorzystano rzeczywiste pomiary meteorologiczne tak, aby
zminimalizowa¢  dodatkowe zrdédto  niepewno$ci. Na  podstawie  danych
meteorologicznych oraz kalendarzowych utworzono 152 cechy wejéciowe poprzez rozne
transformacje, takie jak opdzniona temperatura zewngtrzna czy temperatura odczuwalna
(rysunek 4).

Kolejny obszerny rozdziat 3 pt. Wyjasnianie predykcji modelu prognostycznego zostat
przedstawiony na 36 stronach. Dokonano tu analizy przydatnosci narzedzi XAI
(Explainable Artificial Intelligence) dla modeli prognozujacych zapotrzebowanie na
cieplo. Przeprowadzono réwniez weryfikacje modelu SSN (Sztuczna Sie¢ Neuronowa)
odpowiedzialnego za prognozowanie tego zapotrzebowania w Warszawskiej Sieci
Cieptowniczej (WSC) za pomocg wybranych narzedzi XAl

W pierwszej kolejnosci w podrozdziale 3.1 pt. Weryfikacja wybranych modeli XAI,
przedstawiono cel analizy modeli Uczenia Maszynowego przy uzyciu narzedzi XAl
Narzedzia XAl majg za zadanie przedstawienie relacji migdzy wejsciami a predykcija
modelu w sposdéb uproszczony i zrozumialy dla uzytkownika. Spo$réd metod
dzialajacych niezaleznie od analizowanego algorytmu wybrano cztery, ktére potwierdzity
swoja uzytecznos¢ w przypadku wielu klas modeli UM: Permutation Importance (PI),
Local Interpretable Model-Agnostic Explanations (LIME), Partial Dependence (PD) oraz
Shapley Additive exPlanations (SHAP).



Doktorant w rozdziale 3.1.1 pt. Opis badanych metod w pierwszej kolejnosci poddat
analizie Metodg PI (rozdziat 3.1.1.1), czyli metoda Permutation Importance (PI). Stuzy
ona do pomiaru wptywu pojedynczej cechy na btad predykcji modeli. Polega na predykeji
zmodyfikowanego zbioru i1 poréwnaniu wydajnosci modelu z wydajnoscia na
oryginalnych danych. Metoda ta ma zalet¢ fatwosci implementacji, ale jej wadg jest to,
ze mierzy wplyw zmiennej na blagd modelu, a nie na jego predykcje, co utrudnia
interpretacj¢. Dodatkowo nie pozwala na jednoznaczne wyjasnienie pojedynczych
predykcji ani na przeprowadzenie tasowania dla pojedynczych obserwacji. Pomimo
swojej klasycznej natury, ze wzgledu na wady, takie jak przedstawianie wptywu zmienne]
na blad modelu zamiast na jego predykcje oraz brak mozliwosci wyjasnienia
pojedynczych obserwacji, metoda PI nie bedzie dalej brana w dysertacji pod uwage.
Kolejna metoda opisana w podrozdziale 3.1.1.2. Metoda LIME, wedlug Autora ma na
celu wyjasnienie pojedynczych obserwacji poprzez nastgpujace kroki: (1) tworzenie
sztucznych punktow w przestrzeni cech wejsciowych w otoczeniu analizowanej
obserwacji, (2) przeprowadzanie predykcji na tych sztucznych obserwacjach za pomoca
modelu black-box, (3) przypisanie wagi predykcjom na podstawie odleglosci zmiennych
wejsciowych od analizowanej obserwacji, przy czym im blizej, tym wieksza waga, (4)
trenowanie nowego modelu interpretowalnego, ktory lokalnie nasladuje model black-box
na podstawie sztucznych obserwacji, uwzgledniajgc wagi obliczone w poprzednim kroku.
Kolejna metoda to Metoda PD (podrozdziat 3.1.1.3). Profile PD sg obliczane jako $rednia
z profili Ceteris Paribus. Profil CP sluzy do wyjasnienia wptywu pojedynczej zmiennej
wejsciowe] na predykcje modelu poprzez pokazanie zmiany predykcji w zalezno$ci od
wartos$ci tej zmiennej przy zalozeniu stalosci pozostatych zmiennych. Profil CP dla dane;j
zmiennej bedzie rézny w zaleznosci od wartosci pozostatych, niezmienionych zmiennych
wejsciowych. Profile PD usredniajg profile CP dla wszystkich obserwacji, co pozwala na
ogolny obraz modelu, tj. Sredni wpltyw zmiennej na predykcje uwzgledniajac wszystkie
obserwacje.

Metoda SHAP (podrozdzial 3.1.1.4), czyli SHapley Additive exPlanations, generuje
wyjasnienia na podstawie lokalnie dokladnego, uproszczonego modelu, ktory jest
kombinacjg liniowg zmiennych binarnych. Opis tego modelu jest przedstawiony
réwnaniem 1. Metoda SHAP wykorzystuje koncepcje teorii gier kooperatywnych, gdzie

wartosci Shapleya sg uzywane do okreslenia udziatu gracza w wyniku danej rozgrywki.



W dalszej czgsci w podrozdziale 3.1.2 (Wyniki) Autor skupit si¢ na wyjasnieniu predykcji
modelu prognozujgcego zapotrzebowanie na ciepto w WSC otrzymane za pomoca metod
LIME, PD i SHAP.

Rozdzial 3.1.2.1 dotyczy Metody LIME, na poczatku Autor wykorzystujac rysunek 5
przedstawia wyjasnienie uzyskane za pomocg metody LIME dla konkretnej predykcji
zapotrzebowania na ciepto na dang godzine. Wyjasnienie to zostalo wygenerowane przy
uzyciu biblioteki LIME. Wyniki predykcji modelu sa przedstawione w procentach
maksymalnego zapotrzebowania na cieplo, wynoszace w tym przypadku 17,36%.
Lokalnie doktadny, interpretowalny model stworzony za pomocg metody LIME wskazuje
osiem najbardziej istotnych wej$é dla tej predykeji, ktore sg zwigzane ze zmiennymi
kalendarzowymi - dziefh roku, miesigc i godzina. Jak podkresla Autor, niestety, metoda
LIME moze generowa¢ wyniki trudne do zinterpretowania, zwlaszcza gdy modele sa
ztozone i posiadajg duzg liczbe skorelowanych zmiennych wejsciowych. Ponadto dobér
odpowiednich wag przypisywanych predykcjom na sztucznych obserwacjach oraz wybér
metryki odlegtosci stanowi wyzwanie, co moze prowadzi¢ do ré6znych wynikéw. Pomimo
mozliwosct wplywu na ztozono$¢ wynikéw, metoda LIME moze byé kosztowna
obliczeniowo, zwlaszcza dla modeli z duza liczbg zmiennych wejsciowych. Ze wzgledu
na te ograniczenia, LIME nie powinien by¢ uzywany do analizy modeli o wysokiej
ztozonosci, takich jak model prognozujacy zapotrzebowanie w WSC.

Dalsza analiza przedstawiona w podrozdziale 3.1.2.2 Metoda PD, zostala wyjasniona na
rysunku 6, gdzie zastosowano badana metode w celu analizy danych z calego roku 2019.
Wykorzystano biblioteke scikit-learn [38] do uzyskania wynikow. Wigkszos$¢ profili CP
jest stata, co oznacza, ze profil PD réwniez nie wykazuje zadnej wyraznej tendencji.
Sugeruje to m.in., ze temperatura zewnetrzna nie ma istotnego wplywu na predykcje
modelu. Jest to spowodowane tym, ze model zawiera wiele innych zmiennych
skorelowanych z temperaturg zewngtrzna, takich jak temperatura zewngtrzna w godzinie
predykcji, temperatura z poprzednich godzin czy temperatura odczuwalna. Analizujgc
profile CP, zmienia si¢ tylko jedno wejscie, w tym przypadku temperatura zewnetrzna w
godzinie predykcji. Reakcja modelu jest niewielka, poniewaz nie uwzglgdniono, ze wiele
powigzanych parametréw rowniez ulega zmianie. Gldéwng wadg profili CP i profilu PD
stanowi zatem pominiecie interakcji pomi¢dzy zmiennymi, co znaczaco utrudnia analizg
modelu. Jak podkresla Doktorant, metoda ALE (Accumulated Local Effects) czeSciowo
rozwigzuje problem korelacji pomiedzy zmiennymi poprzez badanie wpltywu zmiany

wartosci danego wejscia w podzbiorach obserwacji, w ktorych warto$ci zmiennych
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skorelowanych sg bardziej realistyczne. Jednakze problem braku reakcji modelu na
zmiang tylko jednej z wielu skorelowanych zmiennych pozostaje.

Metoda SHAP (Shapley Additive Explanations) zostala opisana w rozdziale 3.1.2.3. Na
rysunku 7 przedstawiono wyniki uzyskane przy uzyciu tej metody dla konkretnej
obserwacji z roku 2019 (3 stycznia 2019, godzina 5:00). Dane zostaly przetworzone za
pomocg biblioteki SHAP, ktora przypisuje atrybucje zmiennym wejSciowym na
podstawie réwnania 2.

Mimo podobiefistwa do wynikéw metody LIME, metoda SHAP wykazuje inne
wlasciwosci, ktore ulatwiaja interpretacje. Suma atrybucji cech sktada sie na wartos$¢
predykcji, co pozwala na zrozumienie wplywu poszczegdlnych grup zmiennych na
predykcje modelu.

Jak pisze Autor, gléwng wadg metody SHAP jest ztozono$é obliczeniowa. Dla duzych
modeli 1 zbioréw danych koniecznos$é wielokrotnego wywotywania modelu dla réznych
obserwacji referencyjnych moze by¢ praktycznie niemozliwa. Jednak istniejag odmiany
metody SHAP dostosowane do réznych algorytméw uczenia maszynowego. Na przykiad
dla sieci neuronowych istnieje metoda Deep SHAP, ktéra wykorzystuje algorytm Deep
LIFT i propagacje wsteczng do przypisywania atrybutéw zmiennym wejsciowym.

W rozdziale 3.1.3 Wnioski, Autor przeprowadzil weryfikacje wybranych narzedzi XAl
(Explainable Artificial Intelligence) do analizy modeli prognozujacych zapotrzebowanie
na energie, podobnych do modelu [1]. Podstawowym wnioskiem jest, ze chociaz kazda z
analizowanych metod teoretycznie nadaje si¢ do analizy dowolnego modelu, w praktyce
moze to oznaczad, ze dla kazdego modelu zwréci jakies wyniki.

Dalej w podrozdziale Autor przedstawit zalety i wady analizowanych metod w stosunku
do modeli podobnych do modelu zaimplementowanego w WCS.

W rozdziale 3.2 Analiza modelu za pomocg metody SHAP Autor omawia znaczenie
predykcji modelu, co umozliwia zrozumienie przyczyn generowania danej wartosci
predykcji przez model przy okreslonym zestawie wejsé. Wskazuje, ze analiza kilku
pojedynczych predykcji za pomocg pojedynczego wykresu czy zestawu liczb nie
wystarcza, podobnie jak analiza wszystkich predykcji, co byloby zadaniem
nieefektywnym ze wzgledu na zlozono$¢ modelu.

Dalej Doktorant omawia dwa podejscia do analizy modelu: wstepujace (analiza
pojedynczych predykeji) i zstepujace (analiza zbioréw obserwacji obejmujacych pelny
cykl pracy modelu, a nast¢gpnie wybrane predykcje). Zdaniem Autora podejscie

zstepujace jest bardziej efektywne, poniewaz pozwala na zbudowanie ogdlnego obrazu
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modelu na podstawie reprezentatywnych zbioréw obserwacji, co ulatwia analize
pojedynczych predykc;ji.

Analiza modeli stosujgca podejscie zstepujace pozwala Doktorantowi na uporzgdkowane
tworzenie w pewnym sensie intuicji co do sposobu dziatania modelu i weryfikowanie
poprawnosci nauczonych wzorcéw, co moze przyczyni¢ si¢ do lepszego zrozumienia
dziatania modelu. Analiza pojedynczych predykcji staje si¢ latwiejsza, gdy mozna
odnie$¢ sie do ogodlnego obrazu modelu, zbudowanego na wczesniejszych etapach
analizy.

W rozdziale 3.2.1 Autor proponuje przeprowadzenie analizy modelu za pomoca metody
SHAP, stosujagc podejscie zstepujace. Do analizy wykorzystano dane produkcyjne z
catego roku 2019, a nast¢pnie obliczono warto$ci atrybucji za pomocg metody Deep
SHAP dla kazdej obserwacji i kazdej zmiennej wejsciowej modelu. W wynikach analizy
zstepujacej XAl za pomoca metody SHAP Autor prezentuje istotne zmienne wejsciowe
oraz ich wptyw na predykcje modelu.

Analizg rozpoczyna Doktorant od pytania, ktére cechy wejsciowe sq najbardziej istotne
dla predykcji modelu, a nastepnic analizuje wplyw poszczegdlnych zmiennych na
predykcje zapotrzebowania. Wykresy (rysunki 9 1 10) prezentujace wplyw
poszczegolnych zmiennych na predykcje modelu wskazujg, ze temperatura zewnetrzna
dominuje wraz z funkcjami zwigzanymi z czasem, takimi jak miesigc czy dzien roku
kalendarzowego. Jak konkluduje, analiza istotnosci poszczegolnych cech moze jednak
sprawia¢ trudno$ci w interpretacji ze wzgledu na skorelowanie wielu zmiennych
wejSciowych oraz sezonowe wahania.

Nastepnie Autor analizuje kierunek wptywu poszczegdlnych zmiennych na predykceje
modelu (rysunek 11) i ostrzega przed jednoznacznymi interpretacjami, poniewaz wpltyw
temperatury zewnetrznej moze byé znieksztalcony przez inne zmienne oraz sezonowe
czynniki.

W kolejnych rozdziatach Autor skupia si¢ na analizie wplywu temperatury zewngtrznej
na wahania predykcji oraz relacji pomi¢dzy temperaturg zewnetrzng a predykcja. Analiza
modelu za pomoca metody SHAP przy uzyciu podejscia zstgpujacego pozwala na
zrozumienie istotnych zmiennych wptywajacych na predykcje modelu oraz kierunku ich
wplywu, co stanowi wazny krok w interpretacji dziatania modelu prognostycznego.
Rozdziat 3.2.2.2 pt. Temperatura zewngtrzna poswigcony jest analizie wplywu
temperatury zewnetrznej (rysunek 12) na predykcje zapotrzebowania na cieplo,

wskazujac, ze istnieje silna, odwrotnie proporcjonalna zalezno$¢ migdzy nimi.
9
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Dodatkowo opodznione zmienne temperatury zewn¢trznej (rysunki 13, 14 i 15) maja
istotny wptyw na predykcje, szczegdlnie w przypadku systemow o duzej bezwiadnosci.
W podrozdziale 3.2.2.3 Dzien i miesigc roku Autor omawia zmienne kalendarzowe,
zwlaszcza transformacj¢ cosinusa dnia roku, wykazujac znaczacy wptyw na predykcje.
Interakcje miedzy miesigcem a dniem roku sugeruja, ze miesigc roku przejat role, ktorg
normalnie spelnialaby funkcja sinusowa dla dnia roku. Analiza atrybucji SHAP dla tych
zmiennych ujawnia istotne zwiazki, choé w niektérych przypadkach odwrotne niz
oczekiwano (rysunki od 16 do 23).

W dalszej czgsci w podrozdziale 3.2.2.4 GodZzina dnia Doktorant skupia si¢ na profilach
zapotrzebowania na energie w ciggu doby, ktére majg istotny wptyw na predykcje.
Pomimo braku tych zmiennych w pierwszej dziesigtce najistotniejszych cech, analiza
atrybucji SHAP potwierdza, ze model dobrze odwzorowuje te profile (rysunki 24 i 25).
Podrozdzial 3.2.2.5 pt. Pozostate zmienne dotyczy analiz atrybucji SHAP dla predkosci
wiatru i jej interakcji z temperaturg zewnetrzng sugerujgc zgodnosé z oczekiwaniami
fizycznymi (rysunek 26).

W podrozdziale 3.2.2.6 Analiza wybranych obserwacji znajduja sie analizy pojedynczych
obserwacji, zwlaszcza tych ze skrajnymi bledami predykeji, potwierdzajac zgodnosé
atrybucji SHAP z oczekiwaniami. Przyklad anomalii zwigzanej z awarig systemu
cieplowniczego podkresla warto$¢ tej analizy w identyfikowaniu nietypowych zdarzen
(rysunek 27 1 28).

Na zakonczenie rozdziatu 3.2.3 pt. Wnioski Autor stwierdza, ze analiza atrybucji SHAP
potwierdza, ze model dobrze odwzorowuje zaleznos$ci zawarte w danych oraz poprawnie
identyfikuje kluczowe czynniki wplywajace na predykcje zapotrzebowania na ciepto.
Spdjnos¢ wynikéw z oczekiwaniami wynikajacymi z praw fizyki sugeruje wysoka jako$¢
modelu oraz przydatno$¢ metody SHAP w jego interpretacji.

W rozdziale 4 pt. Monitorowanie modelu prognostycznego, zajmujacym 36 stron
dysertacji, Autor skupia si¢ na monitorowaniu modeli przewidujacych zapotrzebowanie
na energi¢ po ich wdrozeniu. Analiza XAl w rozdziale 3 pozwolila na zrozumienie
sposobu generowania predykcji, wykazujagc, Zze model dziala poprawnie. Z
uwzglednieniem, iz pelne zaufanie do predykcji mozna mieé tylko wtedy, gdy spetnione
jest zalozenie, ze przysztosé jest podobna do przesziosci.

Gdy dostepne sg pomiary zapotrzebowania, mozna poréwnac je z predykcjami i obliczy¢
btad modelu. W zwigzku z tym konieczne jest monitorowanie danych wejsciowych i

predykcji modelu na biezaco. Klasyczne podejscie polega na poréwnaniu rozkladéw
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zmiennych wejSciowych z okreséw referencyjnych, jednak moze to by¢ trudne w
interpretacji. Wazniejsze jest oszacowanie wpltywu zmian w tych rozktadach na jakos¢
predykcji modelu, co mozna wyrazié np. w jednostce bledu modelu (rysunek 29).

W rozdziale 4.1 pt. Wprowadzenie teoretyczne, zdefiniowano podstawowe pojecia
zwigzane z dryfem danych oraz przedstawiono teoretyczne wielkosci dryfu danych i ich
wplyw na rozklad prognozowanej zmiennej oraz na jako$¢ modelu.

W podrozdziale 4.1.1 pt. Rodzaje dryfu danych zostal opisany podziat dryfu danych
dokonany wedlug dwodch gléwnych kryteriow. Pierwsze kryterium dotyczy sposobu
ukazania si¢ dryfu w czasie, ktdry moze by¢ nagly, stopniowy lub cykliczny. Drugie
kryterium odnosi si¢ do zmiany relacji pomi¢dzy zmiennymi wejSciowymi a zmienng
celu i wyodrebnia cztery rodzaje dryfu: dryf cech, dryf koncepcji, dryf etykiet oraz dryf
reprezentacji.

W  dalszej] czgsci w podrozdziale 4.1.2 Podstawowe definicje zwigzane z
probabilistycznym Uczeniem Maszynowym Autor wprowadza pojecia zwigzane z
probabilistycznym podejsciem do uczenia maszynowego na przykladzie uproszczonego
modelu danych, ktory przedstawia zaleznosci i rozktady prawdopodobienstwa. Modelem
tym jest relacja pomiedzy temperaturg zewngtrzng a zapotrzebowaniem na ciepto. Autor
wyjasnia pojecia takie jak rozklad brzegowy, rozklad prawdopodobienstwa
warunkowego oraz reguta mnozenia prawdopodobienstw, zilustrowane na wykresach 30
oraz 31.

W rozdziale 4.1.3 pt. Dryf cech zostalo omdéwione zagadnienie dryfu cech w kontekscie
zmian w rozkladzie prawdopodobienstwa zmiennych wejsciowych i zmiennej celu, przy
zachowaniu stalego prawdopodobienstwa warunkowego zmiennej celu pod warunkiem
wej$¢.

Kolejny podrozdziat 4.1.3.1 pt. Definicja okresla dryf cech jako zmiane rozkladu
prawdopodobienstwa zmiennych wejsciowych i zmiennej celu przy zatozeniu statego
prawdopodobienstwa warunkowego zmiennej celu. Dryf cech moze by¢ zauwazalny na
przyklad w zmianach klimatu, gdzie zmienia si¢ rozklad temperatury zewngtrznej, ale
zalezno$¢ migdzy temperaturg a zapotrzebowaniem na cieplo pozostaje stala. Dryf cech
moze by¢ jednowymiarowy lub wielowymiarowy w zaleznos$ci od tego, czy zmienia si¢
rozklad jednej zmiennej czy kilku zmiennych, przy zachowaniu relacji miedzy nimi
(rysunek 32).

W dalszej czgsci pracy w podrozdziale 4.1.3.2 pt. Wielkos¢ dryfu Autor stwierdza, ze

wielkos¢ dryfu moze by¢é mierzona za pomocg testow statystycznych lub dystansow
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statystycznych, ktére rosng wraz ze wzrostem dryfu. Proponuje takze absolutng miare
dryfu jednej zmiennej, ktoéra bierze pod uwage zmiany w funkcji gestosci
prawdopodobienstwa (rysunek 33, 34, 35).

Podrozdzial 4.1.3.3 Wphw na rozkiad zmiennej celu analizuje wpltyw dryfu cech na
rozklad zmiennej celu, ktore mozna obliczy¢ poprzez uwzglednienie zmian w funkcji
gestoscei prawdopodobienstwa oraz funkcji warunkowej zmiennej celu. Wartos$¢ ta moze
by¢ dodatnia lub ujemna, w zaleznosci od obszaru, w ktorym wystepuje dryf (rysunek 36,
37 oraz 38).

W podrozdziale 4.1.3.4 pt. Wplyw na jakos¢ predykcji modelu stwierdzono, ze dryf cech
moze mie¢ istotny wplyw na jakos$¢ predykcji modelu, szczegdlnie w obszarach o duzej
niepewnosci. Im wigcej danych pochodzi z obszaru o duzej niepewnosci, tym gorsza
moze by¢ jakos¢ predykeji modelu. Dryf cech moze jednak réwniez poprawié jako$é
predykeji, szczegdlnie w obszarach o duzej pewnosci (rysunek 39).

Rozdzial 4.1.4 pt. Dryf koncepcji omawia definicje dryfu koncepcji, sposoby pomiaru,
wplyw na modele uczenia maszynowego. Dryf koncepcji (podrozdziat 4.1.4.1 Definicja)
moze by¢ zdefiniowany za pomocg sieci bayesowskiej, co oznacza zmian¢ rozktadéw
zmiennych nieobserwowanych wplywajacych na zmienna celu (rysunek 40).

Nastgpnie w podrozdziale 4.1.4.2 Wielkosé dryfu Doktorant wprowadza koncepcije
czystego dryfu na przyktadzie modelu danych dotyczacych zapotrzebowania na ciepto.
Wartos¢ tej wielkosci mozna obliczy¢ na podstawie roznicy w rozktadzie zmiennej celu
miedzy dwiema chwilami czasowymi (rysunek 41).

W podrozdziale 4.1.4.3 Wplyw na rozklad zmiennej celu zostalo udowodnione, ze dryf
koncepcji moze mie¢ zaréwno pozytywny, jak 1 negatywny wplyw na
prawdopodobienstwo wystapienia zdarzenia celowego, zaleznie od obszaru przestrzeni
cech oraz zmian w rozkladach zmiennych obserwowanych (rysunek 42). Dalej w
podrozdziale 4.1.4.4 pt. Wplyw na jakos¢ predykcji modelu pokazano, ze dryf koncepcji
wplywa na jakos$¢ modelu uczacego sie, czgsto pogarszajac jego wyniki, szczegdlnie w

przypadku miar uwzgledniajacych predykcje probabilistyczne (rysunek 43).

W podrozdziale 4.1.5 pt. Interakcja dryfu cech z dryfem koncepcji omawiany jest problem
mozliwej interakcji pomiedzy dryfem cech a dryfem koncepcji, ktory dodatkowo
komplikuje oceng wptywu dryfu na modele uczenia maszynowego (rysunek 44).

W rozdziale 4.1.6 pt. Dyskusja Doktorant zauwaza, ze analiza dryfu koncepcji w

rzeczywistych modelach jest trudna ze wzgledu na ograniczong liczbe obserwacji i duza
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liczbe zmiennych wejsciowych. Jednak wartos¢ tego dryfu moze by¢ istotna dla jakosci
predykceji modelu, szczegdlnie jesli dotyczy on zmian nieuwzglednionych w modelu.
Monitorowanie wplywu dryfu koncepcji na model jest zatem niezb¢dne, zwlaszcza w
kluczowych okresach wykorzystania modelu. Mozna wysnué konkluzje, ze dryf
koncepcji stanowi istotne wyzwanie dla modeli uczenia maszynowego, wymagajac
stalego monitorowania i zastosowania odpowiednich strategii zaradczych w celu
utrzymania jakosci predykcji.

W kolejnym podrozdziale 4.2 pt. Wphw dryfu cech na jakosé predykcji modelu
zapotrzebowania na cieplo, doktadnie w 4.2.1 pt. Cele, Autor opisuje wptyw dryfu cech
na jakos¢ predykcji modelu zapotrzebowania na ciepto. Doktorant postawit sobie za cel
teoretyczne uzasadnienie i eksperymentalng walidacje metod szacowania wptywu dryfu
cech na jakos$¢ predykcji modelu, przy braku dostgpu do rzeczywistych wartosci zmiennej
celu, czyli szacowania bledu modelu. W praktyce oznacza to szacowanie wybrangj
metryki jakosci, co pozwala oceni¢ ryzyko zwigzane z decyzjami opartymi na predykcji
modelu.

Nastepnie w 4.2.2 pt. Rozwigzanie teoretyczne Autor wnioskuje, ze w przypadku
rozwiazania teoretycznego przed przystgpieniem do projektowania praktycznych metod,
nalezy okresli¢ idealne rozwigzanie przy zalozeniu pelnego dostgpu do danych modelu.
Rozklad bledu w takim przypadku moze by¢ obliczony na podstawie rozktadu
prawdopodobienstwa zmiennej celu oraz predykcji modelu, co pozwala na oszacowanie
bledu pojedynczej predykeji (rysunek 47).

Propozycje rozwigzan praktycznych, podrozdziat 4.2.3, obejmujg wykorzystanie modeli
bayesowskich, regresji kwantylowej oraz bezposredniej predykcji bledu absolutnego.
Modele bayesowskie (podrozdzial 4.2.3.1) mogg zwracac predykcje w postaci rozktadow
prawdopodobienstwa, jednak ich skutecznos¢ bywa ograniczona przez konieczno$é
zalozenia charakteru rozktadu a priori. Regresja kwantylowa (podrozdzial 4.2.3.2)
pozwala prognozowa¢ odpowiednie kwantyle, co moze by¢ uzyteczne w okreslaniu
interwalow predykcji (rysunek 48, 49). Natomiast Bezposrednia predykcja bledu
absolutnego (podrozdzial 4.2.3.3) umozliwia prognozowanie bledu na podstawie
prostszych danych (rysunek 50, 51).

W podrozdziale 4.2.4 Ocena rozwigzan Doktorant ocenia rozwigzania przeprowadzone
na réznych zbiorach danych, w tym treningowym, referencyjnym i produkcyjnym. Jego
wyniki wskazuja, ze metoda bezposredniego szacowania bledu absolutnego osiggneta

najlepsze rezultaty przewyzszajgc benchmark w kazdym przypadku.
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W dyskusji nad metodami (4.2.5 Wyniki) Autor wykazal, ze modele oparte na regresji
kwantylowej moga by¢ alternatywa, cho¢ wymagaja doboru hiperparametréw (Tabela 2).
Metody bezposredniego szacowania btedu sg prostsze, jednak potrzebujg dodatkowego
zbioru danych do nauki (rysunek 52).

Rozdzial podsumowuje Dyskusja (4.2.6), gdzie zostaly omoéwione zalety i wady réznych
metod szacowania bledu modelu, podkreslajac znaczenie odpowiedniego doboru danych
oraz hiperparametrow dla skutecznosci tych metod. Ostatecznie przedstawione metody
majg zastosowanie w ocenie ryzyka decyzji opartych na predykcji modelu oraz w
ewentualnej aktualizacji modelu w przypadku zaobserwowanego dryfu danych lub
koncepcji.

W ostatnim rozdziale 5 pt. Podsumowanie (2 strony) Autor konkluduje, ze w pierwszej
czesci skoncentrowal si¢ na weryfikacji uzytecznosci réznych metod XAI do analizy
modeli prognozujacych zapotrzebowanie na energie. W drugiej czgsci zaproponowat
teoretyczne okreslenie absolutnej miary ré6znych rodzajéw dryfu danych i zbadane zostaty
wplywy dryfu cech oraz koncepcji na jako$¢ predykcji modelu.

Podsumowujac, analiza przeprowadzona w pracy pozwolita zweryfikowaé poprawnosé
dzialania modelu i1 zrozumie¢ sposob, w jaki generuje on predykcje. Metody
zaproponowane przez Autora umozliwily oszacowanie bledu predykeji modelu z
uwzglednieniem dryfu cech. Praca pokazatla, jak zweryfikowa¢ poprawnosé¢ dziatania
modelu prognozujacego typu black-box oraz jak stworzy¢ wiedze i narzedzia do
swiadomego wykorzystania modelu predykcyjnego w celu minimalizacji ryzyka
podejmowania blednych decyzji na podstawie jego predykceji.

Autor wskazal rowniez na dalsze kierunki badan, ktére obejmujg potrzebe kolejnych
przykltadow analiz XAl modeli oraz badania nad detekcjg dryfu cech do wczesniej
niewidzianych obszaréw. Nalezy réwniez rozwazy¢ bardzie] zaawansowane metody
szacowania metryki jakosci modelu regresji bez dostepu do rzeczywistych wartosci
zmiennej celu, aby radzi¢ sobie z obszarami przestrzeni cech, w ktérych zadna z
zaproponowanych metod nie dziala poprawnie.

W Dodatku A: Wkiad 0s6b trzecich, Autor wymienia udziat osob trzecich w pracach
zwiagzanych z przedstawiong do analizy dysertacja.

Prac¢ zamyka wykaz literatury oraz spis ilustracji. Prawie wszystkie pozycje literaturowe
(oprocz nru 43 i 44) sg anglojezyczne. Wigkszo$é stanowig publikacje wydane zaledwie

kilka lat temu.
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3. Ocena pracy

3.1. Wybér tematu rozprawy

Obecne systemy cieptownicze sg z reguly niskoemisyjnym i efektywnym
ekonomicznie sposobem na dostarczenie ciepla w stosunkowo gesto zaludnionych
obszarach miejskich. Ich ,konstrukcja” oraz warunki uzytkowania powodujg, ze
charakteryzujag si¢ duzym potencjatem do optymalizacji, gltéwnie w celu
zmniejszenia kosztoéw produkeji 1 dystrybucji ciepta, co za tym idzie zredukowania
emisji gazow cieplarnianych. W duzym uproszczeniu optymalizacja pracy systemu
cieptowniczego polega na zapewnieniu mozliwie takich parametréw pracy zrodet
(temperatury zasilania i ci$nienia), ktére moglyby pokryé w minimalnym stopniu
zapotrzebowanie na ciepto u odbiorcéw. Najbardziej efektywne rezultaty przynosza
dziatania dla systemow cieptowniczych charakteryzujacych sie duzymi mocami
wytworczymi oraz rozwinigta infrastrukturg dystrybucyjng. Dla takich ukladow
redukcja temperatury zasilania zrdédla nawet o 1K daje znaczace korzysci zarowno
finansowe, jak i ekologiczne. Optymalizacja polega na rozwigzaniu problemu
dotyczacego takiego wyznaczenia parametréw pracy systemu, aby zminimalizowaé
funkcje celu (np. odzwierciedlajaca koszt prowadzenia systemu lub/i straty ciepta)
przy jednoczesnym spelnieniu ograniczen technicznych oraz zapewnieniu
dostarczenia ciepta o odpowiednich parametrach do wszystkich odbiorcow.
Kluczowym elementem tego procesu wydaje si¢ prognozowanie zapotrzebowania
na ciepto.

Prognozowanie zapotrzebowania na energi¢ jest zagadnieniem podejmowanym w
energetyce od co najmniej trzech dekad. W przypadku duzych systeméw
cieplowniczych jest to zadanie bardzo skomplikowane. Niewatpliwie takim
przykladem jest Warszawska Sie¢ Cieptownicza, ktéra sktada sie z okoto 1800 km
cieptociagdw, ktore dostarczajg ciepto do 19 tys. obiektoéw, tym samym pokrywajac
okoto 80% zapotrzebowania na ciepto w stolicy. Ciepto wytwarzanie jest przez 4
zrédla:  Elektrocieptownie Siekierki, Elektrocieplownie Zeran, Cieplownig
Kaweczyn 1 Cieplowni¢ Wola (dwa ostatnie to zrodla szczytowe). System jest na
tyle rozlegly, ze na jego krancach mogg wystepowaé znaczgco rézne warunki
atmosferyczne, ktore w gléwnej mierze okreslajg zapotrzebowanie na ciepto u
odbiorcow. Jednoczesnie w ostatnich latach upowszechnito si¢ opomiarowanie

telemetryczne systemow przemystowych, w tym systemow cieptowniczych, ktore
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dostarcza bardzo doktadnych danych pomiarowych w trybie online, z mozliwoscia
ich przetwarzania i analizy w trybie rzeczywistym. Wszystko to sklania do
wykorzystania do prognozowania zapotrzebowania na cieplo zlozonych
algorytméw, ktore osiagaja coraz wyzsza dokladno$¢ prognoz. Algorytmy te
posiadajg dziesiatki lub setki tysiecy parametréw, ktorych warto$ci dobierane sg
automatycznie w procesie uczenia na danych historycznych. Co sprawia, ze
wlasciwie niemozliwe jest odczytanie i zinterpretowanie wyuczonych przez model
relacji pomi¢dzy zmiennymi wejSciowymi a wartoscig predykcji poprzez analize
tych parametrow.
W efekcie nie wiadomo, czy relacje te sg spdjne z podstawowymi zasadami fizyki.
Jesli nie sg, z duzym prawdopodobienstwem model zwréci btedne predykcje, gdy
rozklad danych wejsciowych zmieni si¢, np. podczas anomalii pogodowych. Co
wigcej, w takim przypadku uzytkownik modelu nie bedzie mial $wiadomosci
potencjalnego problemu — jedyna informacja, jakg otrzyma, to punktowa wartos$¢
predykcji zapotrzebowania. W zwiazku z tym potrzebne jest zweryfikowanych
narzgdzi i proceséw pozwalajacych na ekstrakcje¢ i interpretacje relacji zaszytych w
modelu celem okreslenia ich poprawnos$ci. Dodatkowo niezb¢dne sg narzedzia do
monitorowania modelu juz w okresie produkcyjnym, ktore pozwola ocenié, czy
rozklady wartosci wejs¢ do modelu odpowiadajg dobrze znanym danym
historycznym, a jesli nie, to jaki jest wptyw na doktadnos¢ predykcji modelu i czy
dalej powinno si¢ te¢ predykcje wykorzystywac w procesie optymalizacji.

Wiasnie tymi zagadnieniami zajmowat si¢ Doktorant w przedstawionej dysertacji.

W rozdziale 1.1 jednoznacznie i bardzo precyzyjnie zostaly zdefiniowane cele 1

zakres pracy doktorskie;j.

Ogdlne cele badawcze niniejszej pracy sq nastepujgce:

*  Analiza uzytecznosci narzedzi wyjasniajgcych modele predykcyjne XAl dla
modeli prognozujqcych zapotrzebowanie na energie na przykladzie modelu
prognozujgcego zapotrzebowanie na ciepto w WSC.

» Przeprowadzenie  weryfikacji modelu  Sztucznej  Sieci  Neuronowej
prognozujgcego zapotrzebowanie w WSC za pomocg wybranych narzedzi XAl i
na tym przyktadzie stworzenie spojnych wytycznych do przeprowadzania tego

typu analiz na modelach prognozujgcych zapotrzebowanie na energie.
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* Badanie dryfu danych na modelu prognostycznym WSC. Teoretyczna i
praktyczna analiza sposobow wykrywania dryfu, okreslania jego rodzaju,
szacowania wielkosci dryfu oraz wplywu dryfu na dokladnosé predykcji modelu.

Do realizacji celow i zakresu rozprawy doktorskiej, Autor w rozdziale 1.2 pt. Tezy

pracy, opracowat dwie tezy:

Teza 1. Mozliwe jest wykorzystanie metod XAI do stworzenia interpretowalnych
wyjasnien predykcji dla zlozonych modeli typu black-box opartych o
algorytmy Sztucznych Sieci Neuronowych prognozujgcych zapotrzebowanie
na energig i stworzenie procesu weryfikacji wzorcow wyuczonych przez
model poprzez konfrontacje wyjasnienn predykcji z oczekiwaniami
wynikajgcymi z praw fizyki i wiedzy technicznej.

Teza 2. Mozliwe jest stworzenie algorytmow, ktorych zadaniem jest weryfikacja czy
zalozenia postawione w procesie tworzenia modeli SSN prognozujgcych
zapotrzebowanie na energig sq spelniane w produkcyjnym okresie
korzystania modelu, w szczegdlnosci czy wystepuje dryf danych i jaki jest jego

wplyw na jakos¢ predykcji modelu.
[lo$¢ przeprowadzonych wnikliwych analiz stanowi olbrzymi atut tej rozprawy.
Uwazam rowniez, ze wybor tematu pracy doktorskicj jest trafny i wazny z

naukowego, technicznego, a przede wszystkim praktycznego punktu widzenia.

3.2. Metodologia prowadzonych badan

Warsztat Doktoranta zwigzany byl gléwnie z analizami duzych zbioréw danych,
opracowaniem algorytmow ich przetwarzania i interpretacji. Zakres przeprowadzonych
badan, sposob ich prezentacji, wnikliwo$¢ oraz interpretacja uzyskanych wynikéw

wskazuje na duze zaangazowanie Doktoranta w tematyke dysertacji.

3.3. Ocena wynikow badan i uwagi krytyczne

Uwazam, ze praca stanowi kompendium wiedzy dotyczace] zastosowania uczenia
maszynowego do przewidywania zapotrzebowania na ciepto dla tak rozleglej sieci

cieplowniczej jak WSC.
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Przedstawiona w pierwszej czesci rozprawy weryfikacja narzedzi Wyjasnialnego
Uczenia Maszynowego (ang. XAI) oraz analiza modelu prognozujacego
zapotrzebowanie na cieplo za pomoca wybranego narzedzia stanowi warto$ciowa
propozycj¢ rozwigzania waznego problemu badawczego. Zalety i wady istniejacych
narz¢gdzi XAI w kontekscie analizowanego modelu zostaly, w mojej opinii,
przedstawione w sposob klarowny. Za pomoca wybranej metody (SHAP)
przeanalizowano model prognozujacy zapotrzebowanie na ciepto w Warszawskiej Sieci
Cieplowniczej. Zaproponowano przy tym konkretna strukture analizy — rozpoczynajac od
zaleznosci globalnych i najistotniejszych cech wejsciowych oraz grup cech wejsciowych,
konczac na analizie pojedynczych predykeji. Wykorzystujac wlasciwosci matematyczne
wybranego narzedzia przedstawiono wyuczone przez model zaleznosci w sposob latwy
w interpretacji i pozwalajacy na weryfikacje poprawnosci tych zaleznosci, tj. zgodnosci
z prawami fizyki czy wiedzy technicznej. Doktorant jednocze$nie wskazuje potencjalnie
stabe punkty modelu oraz proponuje metody usprawnienia poprzez dodanie zmiennych
wejsciowych dostarczajgcych dodatkowych informacji dla modelu. Niestety, weryfikacja
tych propozycji nie znalazla si¢ w zakresie badan prowadzonych w ramach doktoratu.
W drugiej czgsci pracy przeprowadzono analize wpltywu dryfu danych na jakosé
predykcji modelu i zaproponowano autorskie rozwigzania w tym zakresie, ktorych efekt
zweryfikowano na badanym modelu. Cato$¢ poprzedzono analizg na uproszczonym
modelu danych pozwalajagcym na wyprowadzenie analitycznych rozwiazan. Stanowi to
duzg warto$§¢ pracy. Po pierwsze w przejrzysty sposoéb definiuje zaawansowane
statystyczne pojecia dotyczace zmian w rozktadach zmiennych wejsciowych oraz ich
wplywu na jakos¢ predykcji modelu. Po drugie, stanowi solidne teoretyczne uzasadnienie
dla proponowanego algorytmu szacujacego wplyw dryfu danych na jako$¢ predykeji
badanego modelu. Zaproponowana metoda daje lepsze wyniki od zwykle stosowanego
podejscia tj. zalozenia, ze jako$¢ modelu nie zmienia sie. Zagadnieniem otwartym
pozostaje pytanie, czy wyniki te sg na tyle dobre, zeby mozna je bylo wykorzystaé w
praktyce. Za pomoca zaproponowanej metody szacowano blad prognozy na horyzoncie
241120 godzin. W praktyce operator korzystajacy z prognoz moze by¢ zainteresowany
bledem w krétszym odcinku czasu lub nawet bledem pojedynczej predykceji. Takiej
analizy jednak nie przeprowadzono.

Podsumowujac, nalezy podkresli¢ duzg znajomos$¢ zagadnienn zaréwno z obszaru
energetyki, jak 1 statystycznego uczenia maszynowego. Pozwolito to Doktorantowi na

zaawansowang interpretacj¢ wynikow otrzymanych za pomocg narzedzi XAl w czgsci
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pierwszej rozprawy oraz na glebokie zrozumienie problemu i zaproponowanie
teoretycznie uzasadnionych rozwiagzan w cze¢sci drugiej. Opisane metody 1 wnioski sg
adekwatne do calej klasy modeli prognozujacych zapotrzebowanie na energie z
wykorzystaniem algorytmu Sztucznej Sieci Neuronowej i w zwigzku z tym moga by¢

wykorzystane przez innych badaczy i praktykéw.

3.4. Uwagi redakcyjne

Praca jest bardzo dobrze zredagowana. Starannos¢ edytorska oraz wykonane rysunki

mogg by¢ stawiane za wzor dla innych prac doktorskich.

4. Podsumowanie

Reasumujgc przedstawione wyzej opinie dotyczace wyboru tematu rozprawy, sposobu
analizowania, zastosowanych metod badawczych i osiagnigtych efektéw, stwierdzam,
ze Pan mgr inz. Jakub Bialek wykazat, ze potrafi formutowac i rozwigzywaé problemy
badawcze oraz wycigga¢ wnioski z otrzymanych wynikéw. Stwierdzam takze, ze
posiadana wiedza, do§wiadczenie oraz umiejetnosci pozwalajg mu na prowadzenie
badan w dyscyplinie inzynieria srodowiska, gdrnictwo i energetyka, dlatego tez spetnia
warunki do ubiegania si¢ o stopien doktora nauk technicznych.

Wnosze, zgodnie z Ustawg o stopniach naukowych i tytule naukowym oraz o stopniach
naukowych 1 tytule w zakresie sztuki z dnia 2 lipca 2018 r. Prawo o szkolnictwie
wyzszym 1 nauce oraz warunki okreslone w art. 13 Ustawy z dn. 14 marca 2003 r., o
dopuszczenie Pana mgra inz. Jakuba Biatka do obrony pracy i nadanie stopnia doktora
nauk technicznych.

Po wnikliwe]j analizie dysertacji, przestudiowaniu zakresu zrealizowanych badan i
poziomie przedstawionej rozprawy uwazam, ze dysertacja Pana mgra inz. Jakuba

Bialka zastuguje na WYROZNIENIE.

Dr hab. inz. Stawomir PIETROWICZ, prof. uczelni
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